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Abstrak: Knowledge Discovery in Database (KDD) atau yang lebih dikenal dengan data mining 
merupakan suatu penyelesaian masalah dengan melakukan analisis terhadap data yang disajikan dalam 
database. Data mining dapat dikolaborasikan dengan ilmu lainnya. Salah satunya pada bidang ekonomi. 
Pemanfaatan data mining dalam bidang ekonomi seringkali digunakan untuk proses credit approval atau 
pemberian kredit kepada nasabah. Pada penelitian yang dilakukan sebelumnya mayoritas menggunakan 
single classifier, hal ini akan menimbulkan sebuah permasalahan baru ketika dalam dataset credit approval 
terdapat kondisi high dimensional dan ketidakseimbangan kelas. Keberadaan kondisi tersebut dapat 
menyebabkan kinerja single classifier menjadi tidak maksimal. Oleh karena itu pada penelitian ini akan 
menggunakan metode ensemble yaitu algoritme Random Forest. Berdasarkan pengujian yang dilakukan 
menunjukkan algoritme Random Forest mampu menghasilkan akurasi sebesar 87.3 %, TPR sebesar 86 % 
dan TNR sebesar 89 %. Dengan demikian algoritme yang diusulkan yaitu Random Forest mampu 
menghasilkan nilai akurasi, TPR, dan TNR yang lebih baik dibandingkan single classifier lainnya. Dengan 
adanya peningkatan nilai tersebut diharapkan penelitian ini mampu menjadi referensi untuk pengembagan 
berbagai sistem yang mendukung dan memaksimalkan tingkat keberhasilan proses pemberian kredit kepada 
nasabah menggunakan data mining. 
Kata kunci: Data Mining, Klasifikasi, Random Forest, Credit Approval 

 
Abstract: Knowledge Discovery in Database (KDD) or better known as data mining is a problem solving 
by analyzing the data presented in the database. Data mining can collaborate with other sciences. One of 
them is in the economic sector. The utilization of data mining in the economic sector is often used for the 
credit approval process or providing credit to customers. In previous research, the majority used a single 
classifier, this would create a new problem when the credit approval dataset contained high dimensional 
conditions and class imbalance. The existence of this condition can cause the performance of the single 
classifier to be not optimal. Therefore, this study will use the ensemble method, namely the Random Forest 
algorithm. Based on the tests conducted, it shows that the Random Forest algorithm is able to produce an 
accuracy of 87.3%, a TPR of 86% and a TNR of 89%. Thus the proposed algorithm, namely Random Forest, 
is able to produce better accuracy, TPR, and TNR values than other single classifiers. With this increase 
in value, it is hoped that this research will be able to become a reference for the development of various 
systems that support and maximize the success rate of the process of providing credit to customers using 
data mining. 
Keywords: Data Mining, Classification, Random Forest, Credit Approval 

 

1. PENDAHULUAN 
Knowledge Discovery in Database (KDD) atau yang lebih dikenal dengan data mining 

merupakan suatu penyelesaian masalah dengan melakukan analisis terhadap data yang disajikan 
dalam database. Selain itu data mining juga digunakan untuk mengetahui pola data, dimana setiap 
pola memiliki karakteristik masing-masing yang dapat memberikan informasi penting dari data 
tersebut [1]. Data mining dapat diartikan sebagai berbagai macam cabang ilmu pengetahuan yang 
menjadi satu, terdiri atas sistem basis data, statistika, machine learning, visualization, dan informasi 
pengetahuan. Data mining telah berhasil diterapkan diberbagai bidang ilmu seperti ekonomi, 
bioinformatika, genetika, kedokteran, pendidikan dan lain sebagainya [2]. Salah satu contoh 
penerapan data mining pada bidang ekonomi ialah untuk klasifikasi nasabah bank dalam menentukan 
keputusan pemberian kredit. Hal tersebut  menunjukan bahwa data mining dapat memberikan solusi 
alternatif bagi para pengambil keputusan dalam memecahkan permasalahan pada bidang ekonomi 
khususnya pemberian kredit pada nasabah [3]. Salah satu Teknik data mining yang umum digunakan 
pada bidang ekonomi ialah klasifikasi [4]. Klasifikasi merupakan proses untuk menemukan sebuah 
model atau pola yang dapat menggambarkan serta membedakan kelas pada suatu dataset. Tujuannya 
agar model tersebut dapat digunakan untuk memprediksi obyek dengan label kelas yang tidak 
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diketahui. Model tersebut didasarkan pada analisis data latih. Model dari hasil klasifikasi dapat 
dimanfaatkan untuk mengklasifikasikan serta memprediksi tren data masa depan [5].  

Ada beberapa algoritme klasifikasi yang sering digunakan pada bidang pemberian kredit 
kepada nasabah yang telah diujikan pada penelitian sebelumnya. Algoritme tersebut antara lain Naïve 
Bayes [6], C4.5 [7], Neural Network (NN) [8], Support Vector Machine (SVM) [9], dan k-Nearest 
Neighbor (k-NN) [10]. Namun pada penerapan data mining sering kali dijumpai dataset yang 
memiliki dimensi yang tinggi. Ciri dataset dengan dimensi yang tinggi ialah memiliki jumlah 
attribute atau feature yang banyak [11]. Dataset dengan dimensi tinggi tentunya akan memiliki 
pengaruh terhadap proses penerapan teknik data mining itu sendiri baik klasifikasi, klasterisasi 
maupun prediksi. Beberapa permasalahan yang sering disebabkan oleh dataset berdimensi tinggi 
antara lain kinerja algoritme klasifikasi baik dari sisi waktu komputasinya maupun dari sisi 
akurasinya [12]. Selain itu penyebabnya ialah beberapa attribute feature yang tidak memiliki 
relevansi dengan attribute class. Sehingga secara tidak langsung berpengaruh terhadap algoritme 
klasifikasi yang digunakan. Karena pada umumnya algoritme klasifikasi bekerja dengan mengenali 
pola pada attribute feature untuk memprediksi maupun mengklasifikasi attribute classnya [13]. 

Selain itu dataset credit approval sering dijumpai adanya ketidakseimbangan kelas pada 
dataset tersebut. Dataset dikatakan kelasnya tidak seimbang apabila jumlah kelas positif dan negatif 
berbeda [5]. Keberadaan distribusi kelas yang tidak seimbang dapat mempengaruhi performa dari 
suatu algoritme klasifikasi, karena suatu algoritme klasifikasi bekerja dengan mengasumsikan 
distribusi kelas pada dataset relatif seimbang dan biaya kesalahan klasifikasi yang sama [16]. Hal 
tersebut tentunya dapat menimbulkan resiko terjadinya kesalahan klasifikasi (missclassification) 
terhadapt dataset, sehingga berakibat pada kinerja suatu algoritme klasifikasi menjadi tidak maksimal 
[17]. Oleh karena itu diperlukan suatu teknik atau metode yang dapat menyelesaikan permasalahan 
terkait distribusi kelas yang tidak seimbang pada dataset. Selain itu penanganan distribusi kelas yang 
tidak seimbang pada suatu data merupakan salah satu tahapan yang penting untuk meminimalisir 
resiko yang akan timbul dalam proses data mining. Berdasarkan penelitian yang telah dilakukan 
terkait penanganan terhadap distribusi kelas yang tidak seimbang pada dataset, terdapat dua 
pendekatan yang dapat diterapkan yaitu pendekatan pada level data dan pendekatan pada level 
algoritmik. Pendekatan level data biasanya dilakukan pada tahap pra pemrosesan data dengan 
mengubah atau memperbaiki kecondongan distribusi kelas yang terdapat pada dataset. Metode yang 
sering dipakai dalam pendekatan pada level data ialah menerapkan teknik resampling maupun 
sintesis data. Pada pendekatan level algoritmik cara kerjanya ialah menyesuaikan operasi algoritme 
yang ada untuk membuat suatu classifier lebih kondusif terhadap klasifikasi kelas minoritas atau 
dengan kata lain dilakukan modifikasi maupun penggabungan (ensemble) dari beberapa algoritme. 
Beberapa metode yang sering digunakan dalam pendekatan ini ialah cost sensitive learning, bagging, 
boosting dan stacking [18]. Dua masalah tersebut menyebabkan algoritme single classifier seperti 
Naïve Bayes, SVM, NN, C4.5 dan k-NN menjadi kurang optimal pada proses klasfikasi.  

Oleh karena itu pada penelitian ini diusulkan algoritme ensemble untuk mengatasi 
permasalahan tersebut. Pada penelitian ini algoritme ensemble yang diusulkan ialah Random Forest. 
Tujuannya untuk mengatasi permasalahan high dimensional dataset dan ketidakseimbangan kelas 
pada dataset. Kontribusi pada penelitian ini antara lain pertama penelitian ini dapat menjadi solusi 
untuk mengetahui apakah algoritme Random Forest mampu menangani permasalahan high 
dimensional dan ketidekseimbangan kelas. Kedua, penelitian ini dapat menjadi referensi bagi 
penelitian selanjutnya penanganan permasalahan high dimensional dan ketidekseimbangan kelas. 

2. TINJAUAN PUSTAKA  
Berbagai penelitian telah dilakukan terkait penerapan data mining untuk klasifikasi 

pemberian kredit pada nasabah. Kurniawan dkk [14] melakukan penelitian terkait klasifikasi 
pemberian kredit. Pada penelitian tersebut algoritme yang digunakan k-Nearest Neighbor (kNN). 
Pada penelitian lainnya Sari Dewi [10] melakukan perbandingan antara algoritme Naïve Bayes dan 
kNN untuk proses klasifikasi pemberian kredit. Hasil dari kedua penelitian tersebut cukup baik untuk 
nilai akurasinya. Pada penelitian yang dilakukan Menarianti [9] melakukan perbandingan algoritme 
klasifikasi untuk melakukan pemberian kredit kepada nasabah. Algoritme yang dibandingkan antara 
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lain K-Nearest Neighbour, Naive Bayes, Decision Tree, Neural Network dan Support Vector 
Machine. Hasilnya algoritme Neural Network dan Decision Tree menghasilkan nilai akurasi yang 
paling baik. Disisi lain pada penelitian yang dilakukan oleh Nurajijah dkk [15] menyebutkan bahwa 
algoritme Support Vector Machine sangat baik untuk klasifikasi pemberian kredit. Pada penelitian 
tersebut Support Vector Machine dibandingkan dengan algoritme Naïve Bayes dan Decision Tree 
C4.5. Namun pada penerapan data mining sering kali dijumpai dataset yang memiliki dimensi yang 
tinggi. Ciri dataset dengan dimensi yang tinggi ialah memiliki jumlah attribute atau feature yang 
banyak [11]. Dataset dengan dimensi tinggi tentunya akan memiliki pengaruh terhadap proses 
penerapan teknik data mining itu sendiri baik klasifikasi, klasterisasi maupun prediksi. Beberapa 
permasalahan yang sering disebabkan oleh dataset berdimensi tinggi antara lain kinerja algoritme 
klasifikasi baik dari sisi waktu komputasinya maupun dari sisi akurasinya [12]. Selain itu 
penyebabnya ialah beberapa attribute feature yang tidak memiliki relevansi dengan attribute class. 
Sehingga secara tidak langsung berpengaruh terhadap algoritme klasifikasi yang digunakan. Karena 
pada umumnya algoritme klasifikasi bekerja dengan mengenali pola pada attribute feature untuk 
memprediksi maupun mengklasifikasi attribute classnya [13].  

Selain itu dataset credit approval sering dijumpai adanya ketidakseimbangan kelas pada 
dataset tersebut. Dataset dikatakan kelasnya tidak seimbang apabila jumlah kelas positif dan negatif 
berbeda [5]. Keberadaan distribusi kelas yang tidak seimbang dapat mempengaruhi performa dari 
suatu algoritme klasifikasi, karena suatu algoritme klasifikasi bekerja dengan mengasumsikan 
distribusi kelas pada dataset relatif seimbang dan biaya kesalahan klasifikasi yang sama [16]. Hal 
tersebut tentunya dapat menimbulkan resiko terjadinya kesalahan klasifikasi (missclassification) 
terhadapt dataset, sehingga berakibat pada kinerja suatu algoritme klasifikasi menjadi tidak maksimal 
[17]. Oleh karena itu diperlukan suatu teknik atau metode yang dapat menyelesaikan permasalahan 
terkait distribusi kelas yang tidak seimbang pada dataset. Selain itu penanganan distribusi kelas yang 
tidak seimbang pada suatu data merupakan salah satu tahapan yang penting untuk meminimalisir 
resiko yang akan timbul dalam proses data mining. Berdasarkan penelitian yang telah dilakukan 
terkait penanganan terhadap distribusi kelas yang tidak seimbang pada dataset, terdapat dua 
pendekatan yang dapat diterapkan yaitu pendekatan pada level data dan pendekatan pada level 
algoritmik. Pendekatan level data biasanya dilakukan pada tahap pra pemrosesan data dengan 
mengubah atau memperbaiki kecondongan distribusi kelas yang terdapat pada dataset. Metode yang 
sering dipakai dalam pendekatan pada level data ialah menerapkan teknik resampling maupun 
sintesis data. Pada pendekatan level algoritmik cara kerjanya ialah menyesuaikan operasi algoritme 
yang ada untuk membuat suatu classifier lebih kondusif terhadap klasifikasi kelas minoritas atau 
dengan kata lain dilakukan modifikasi maupun penggabungan (ensemble) dari beberapa algoritme. 
Beberapa metode yang sering digunakan dalam pendekatan ini ialah cost sensitive learning, bagging, 
boosting dan stacking [18].  

Dua masalah tersebut menyebabkan algoritme single classifier seperti Naïve Bayes, SVM, 
NN, C4.5 dan k-NN menjadi kurang optimal pada proses klasifikasi. Oleh karena itu pada penelitian 
ini diusulkan algoritme ensemble untuk mengatasi permasalahan tersebut. Pada penelitian ini 
algoritme ensemble yang diusulkan ialah Random Forest. Tujuannya untuk mengatasi permasalahan 
high dimensional dataset dan ketidakseimbangan kelas pada dataset. 

3. METODE 
Penelitian dilakukan meliputi 4 tahapan yaitu Akuisisi Data, Pra Pemrosesan Data, 

Klasifikasi dan Evaluasi. Berikut Gambar 1 merupakan tahapan pada penelitian ini. 

 

 
Gambar 1. Tahapan Penelitian 

Akuisisi Data Pra-pemrosesan 
Data Klasifikasi Evaluasi
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3.1. Akuisisi Data 

Pada penelitian ini, dataset yang digunakan terkait Credit Card Approval yang memiliki 690 
instances, 15 attribute fitur dan 1 attribute class. Selain itu terdapat 67 record missing values pada 7 
attribute fitur. Sedangkan distribusi kelasnya untuk kelas positif 307 instances dan kelas negatif 383 
instances, dengan kondisi demikian dataset ini dapat dikategorikan tidak seimbang kelasnya. Dataset 
tersebut merupakan public dataset yang diperoleh dari UCI Machine Learning Repository [19]. 
Untuk alasan privasi, semua nama atribut dan nilai telah ditransformasikan menjadi simbol tertentu. 
Tabel 1 berikut menunjukan informasi dari dataset yang digunakan. 

Tabel 1. Informasi Attribute Pada Dataset [19] 

Attribute Type Missing 
Values 

A1 Kategorik 12 Records 
A2 Numerical 12 Records 
A3 Numerical - 
A4 Kategorik 6 Records 
A5 Kategorik 6 Records 
A6 Kategorik 9 Records 
A7 Kategorik 9 Records 
A8 Numerical - 
A9 Kategorik - 
A10 Kategorik - 
A11 Numerical - 
A12 Kategorik - 
A13 Kategorik - 
A14 Numerical 13 Records 
A15 Numerical - 
Class Kategorik (Yes, No) - 

 

3.2. Pra Pemrosesan Data 

Pada tahap preproccesing data dilakukan pembersihan data. Proses pembersihan meliputi pengisian 
data yang kosong, menghilangkan duplikasi data, memeriksa inkonsistensi data, dan memperbaiki 
kesalahan pada data. Biasanya data yang kosong disebabkan oleh adanya data baru yang belum ada 
informasinya [20]. 

Pada tahap preprocessing kami melakukan pengisian missing values pada dataset. Keberadaan 
missing values pada dataset tentunya juga akan berpengaruh pada hasil klasifikasi dataset itu sendiri. 
Oleh karena itu pada tahap ini kami melakukan pengisian missing values menggunakan suatu nilai 
konstan. Pada data numerik missing values diganti dengan nilai rata-rata, sedangkan untuk data 
kategorik maka missing values diganti dengan nilai modus. 

3.3. Klasifikasi 

Pada tahap ini algoritme klasifikasi yang digunakan ialah Random Forest. Kemudian akan 
dibandingkan hasilnya dengan algoritme bertipe single classifier berikut ini Naïve Bayes, SVM, NN, 
C4.5 dan k-NN. Random Forest (RF) merupakan salah satu jenis metode boostrap aggregating yang 
memiliki cara kerja dengan membangkitkan sejumlah tree dari data sample dimana pembuatan satu 
tree pada saat proses training tidak bergantung terhadap tree sebelumnya kemudian dalam  
pengambilan keputusannya diambil berdasarkan voting terbanyak [21]. 

Dua konsep yang menjadi dasar dari random forest adalah membangun ensemble dari tree 
via bagging dengan replacement dan penyeleksian fitur secara acak untuk tiap tree yang dibangun. 
Berikut merupakan penjelasan dari konsep dasar pada algoritme Random Forest [22]. Pertama, setiap 
sample yang diambil dari dataset untuk proses training setiap tree dapat digunakan lagi untuk proses 
training tree yang lain.  Kedua, fitur yang digunakan saat proses training pada setiap tree merupakan 
subset dari fitur yang dimiliki oleh dataset. Random forest mempunyai dua parameter utama, yaitu 
parameter m yang merupakan presentasi dari jumlah tree yang akan dipakai dan parameter k yang 
merupakan representasi dari banyaknya fitur maksimal yang dipertimbangkan ketika proses 
percabangan pada tree. Semakin banyak nilai parameter m maka semakin bagus hasil klasifikasi, 
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sedangkan untuk nilai k direkomendasikan sebesar akar kuadrat atau logaritma dari jumlah total fitur 
pada dataset. Berikut gambar 2 merupakan ilustrasi dari algoritme Random Forest. 

 
Gambar 2 Ilustrasi Random Forest 

 

3.3. Evaluasi 

Tahap terakhir pada penelitian ini ialah melakukan evaluasi kinerja dari algoritme stacking 
kemudian hasilnya akan dibandingkan dengan single classifier lainnya. Hasil dari sebuah proses 
klasifikasi data dapat dikategorikan menjadi empat jenis yaitu False positif (FP) adalah jumlah record 
negatif yang diklasifikasikan sebagai positif. False negatif (FN) adalah jumlah record positif yang 
diklasifikasikan sebagai negatif, True negatif (TN) adalah jumlah record negatif yang 
diklasifikasikan sebagai negatif. True Positif (TP) adalah jumlah record positif yang diklasifikasikan 
sebagai positif. Hasil tersebut didapatkan dari confusion matrix berikut tabel 2 merupakan tabel 
confusion matrix [23]. 

Tabel 2. Confusion Matrix 

Aktual 
Prediksi 

True False 

True TP FN 

False FP TN 

 
Indikator evaluasi yang digunakan antara lain akurasi, true positive rate (TPR) dan true 

negative rate (TNR)[24]. Berikut persamaan untuk menghitung indicator tersebut. 

𝐴𝑘𝑢𝑟𝑎𝑠𝑖 = 	 !"#!$
!"#!$#%"#%$

       (1) 

𝑇𝑃𝑅 =	 !"
!"#%$

                          (2) 

𝑇𝑁𝑅 =	 !$
!$#%"

                         (3) 

4. HASIL DAN PEMBAHASAN 
Pada penelitian ini masing-masing dataset dibagi ke dalam dua bagian yaitu sebagai data 

training dan data testing. Kami menggunakan skenario pembagian data sebagai berikut, 80% untuk 
melatih model dan 20% digunakan untuk validasi model atau testing model. Pada penelitian ini 
algoritme yang diusulkan yaitu Random Forest akan dibandingkan dengan Naïve Bayes, SVM, NN, 
C4.5 dan k-NN. Berikut Tabel 3 merupakan evaluasi proses klasifikasi antar algoritme klasifikasi 
yang digunakan. 
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Tabel 3. Hasil Evaluasi Algoritme Klasifikasi 

Algoritme Akurasi TPR TNR 
K-NN 69.9% 55.3% 85% 
C4.5 82.6% 77.8% 86.4% 
SVM 84.9% 86% 83.3% 
NN 85.2% 84% 86.1% 
Naïve Bayes 85.9% 81.1% 88% 
Random Forest 87.3% 86% 89% 

 
Tabel 3 menunjukkan bahwa algoritme K-NN menghasilkan akurasi sebesar 69.9 %, TPR 

sebesar 55.3 % dan TNR sebesar 85 %. Algoritme C4.5 menghasilkan akurasi sebesar 82.6 %, TPR 
sebesar 77.8 % dan TNR sebesar 86.4 %. Algoritme SVM menghasilkan akurasi sebesar 84.9 %, 
TPR sebesar 86 % dan TNR sebesar 83.3 %. Algoritme NN menghasilkan akurasi sebesar 85.2 %, 
TPR sebesar 84 % dan TNR sebesar 86.1 %. Algoritme Naïve Bayes menghasilkan akurasi sebesar 
85.9 %, TPR sebesar 81.1 % dan TNR sebesar 88 %. Sedangkan algoritme Random Forest mampu 
menghasilkan akurasi sebesar 87.3 %, TPR sebesar 86 % dan TNR sebesar 89 %. Dengan demikian 
algoritme yang diusulkan yaitu Random Forest mampu menghasilkan nilai akurasi, TPR, dan TNR 
yang lebih baik dibandingkan single classifier lainnya. Hal ini dikarenakan oleh keberadaan high 
dimensional dan ketidakseimbangan kelas pada dataset. Oleh karena itu metode atau algoritme 
Random Forest yang diusulkan dapat menjadi solusi untuk dataset yang memiliki kondisi high 
dimensional data dan ketiaksimbangan kelas pada dataset. 

5. KESIMPULAN  
Berdasarkan penelitian yang telah dilakukan menunjukkan bahwa data mining dapat 

digunakan sebagai solusi untuk klasifikasi pemberian kredit kepada nasabah. Akan tetapi keberadaan 
high dimensional data dan ketiaksimbangan kelas pada dataset pada dataset credit approval 
menyebabkan kinerja single classifier menjadi tidak maksimal. Oleh karena algoritme yang 
diusulkan yaitu Random Forest dapat menjadi solusi untuk permasalahan high dimensional dan 
ketidakseimbangan kelas. Berdasarkan pengujian yang dilakukan menunjukkan bahwa algoritme 
Random Forest mampu menghasilkan kinerja dari sisi akurasi TPR, dan TNR yang lebih baik 
dibandingkan single classifier lainnya. Dengan adanya peningkatan nilai tersebut diharapkan 
penelitian ini mampu menjadi referensi untuk pengembagan berbagai sistem yang mendukung dan 
memaksimalkan tingkat keberhasilan proses pemberian kredit kepada nasabah menggunakan data 
mining 
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